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Увод Алгоритми кластеровања

Увод

Кластеровање:

Извршити поделу датог скупа обjеката X = {x1,x2, ...,xn} на групе (подскупове)
тако да jе обjекат xi коjи припада групи Gl сличниjи по неком критериjуму
обjектима xj коjи припадаjу (истоj) групи Gl него неком обjекту xk коjи припада
некоj другоj групи Gm. Свака од група G се назива кластер, а целокупан поступак
поделе улазног скупа кластеровање.
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Uvod

Обjекти су обично представљени као тачка у
вишедимензионалном простору

Скупови података коjи се обрађуjу постаjу све сложениjи са
великим броjем обjеката коjи имаjу велики броj димензиjа

Jавља се проблем скалабилности постоjећих алгоритама -
потребна jе или њихова модификациjа или развоj нових
алгоритама

Проблем квалитета и брзине кластерoвања

Постоjеће (класичне) мере сличности постаjу неупотребљиве.
Велики броj димензиjа може да доведе до тога да су сви
обjекти међусобно jеднако удаљени
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Проблеми при кластеровању
високодимензионих података

При кластеровању високодимензионих података могу да се jаве
следећи проблеми:

Проклетство димензионалности

Ефекат концентрациjе норми

Проблем релевантности (локалних) особина/атрибута
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Проклетство димензионалности

Термин jе првобитно коришћен 1961. године да би описала
немогућност оптимизациjе функциjа са више променљивих
методом грубе силе на дискретну вишедимензиону решетку

У касниjем периоду jе почео да се користи за означавање било
ког проблема у анализи података у коме се користи велики броj
атрибута (променљивих)

Већи броj атрибута - више информациjа али и више проблема у
обради

Проблем jе и што обjекати садрже велики броj ’празних’
атрибута

Ефекат повећања димензионалности на мере
сличности/различитости
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Проклетство димензионалности

Подаци у jедноj димензиjи су релативно густо спаковани. Повећање
броjа димензиjа развлачи и удаљава тачке, доводећи до тога да су
тачке у таквом простору релативно ретке
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Ефекат концентрациjе норми

На пример, ако се користи Еуклидско растоjање као мера,
показуjе се да таква мера има друге карактеристике у односу на
њену примену на обjекте у просторима мале димензиjе. Под
одређеним предусловима релативна растоjања од било коjе
тачке до њеног наjближег и наjдаљег суседа имаjу тенденциjу
да буду скоро идентична.

Када релативне вариjансе растоjања (релативне у односу на
средњу вредност растоjања) тачака конвергираjу ка нули за
веће димензиjе, тада заjедно са повећањем броjа димензиjа
релативна разлика растоjања до наjближе и наjдаље тачке
такође тежи ка нули

Феномен хаба: за високодимензионе податке важи да се
релативно мали броj тачака (хабови) врло често налази између
к-наjближих суседа других тачака.
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Проблем релевантности атрибута

Чест случаj jе да се у великом броjу димензиjа jављаjу
атрибути чиjа вредност има само локално значење за jедан
(мањи) броj обjеката

Такви атрибути су некорисни и могу да сметаjу нпр. у случаjу
димензионе редукциjе

Могуће jе да су у неким случаjевима показатељи неких
скривених кластера
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Димензиона редукциjа

Технике димензионе редукциjе нису ефикасне у случаjу већег
броjа ирелевантних атрибута

Проблем настаjе код интерпретациjе оригиналаних домена
после редукциjе и када су обjекти повезани на различите
начине у различитим подскуповима димензиjа

Избор карактеристика (атрибута) jе проблематичан када су
кластери у поjединим потпросторима
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Алгоритми кластеровања високодимензионих
података

Алгоритми се могу груписати према методама коjе су коришћене, сложености,
просторним захтевима, скалабилности

Зaсновани на хиjерархиjи (BIRCH, CURE, CHAMELEON, ROCK, ТwoStep)

Зaсновани на подели (K-sredina, K-modalni, CLARA, CLARANS, FCM)

Зaсновани на густини (DBSCAN, DBCLASD, DENCLUE, SNN,
Hibridni(BRIDGE, CUBN))

Зaсновани на мрежи GRIDCLUS, BANG, WaveCLuster, STING, CLIQUE,
ENCLUS, MAFIA, OPTIGRID (O-Cluster, CBF), PROCLUS, ORCLUS, GDILC

Зaсновани на моделу GAUSSIAN (EM), COOLCAT, STUCCO, SOM
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BIRCH

Birch: Balanced Iterative Reducing and Clustering using Hierarchies (Zhang,
Ramakrishnan & Livny, SIGMOD’96)

Инкрементално конструише CF (Clustering Feature) дрво

Фаза 1: скенира базу за формирање инициjалног CF дрвета у

мемориjи. CF дрво се користи за компресиjу података на више нивоа

ради очувања наслеђене кластер-структуре података

Фаза 2: користи произвољни алгоритам кластеровања листова у CF

дрвету

Линеарно скалирање - у jедном пролазу се налази добро кластеровање коjе
се побољшава новим итеративним кластеровањима

Недостатак - ради само са нумеричким подацима, и осетљив jе на
редослед слогова у улазним подацима
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TwoStep

Заснован на CF дрвету

Ради са нумеричким и категоричким подацима

У Фази 1 се формира CF дрво

У Фази 2 користи сакупљаjуће хиjерархиjско кластеровање

Детаљи: SPSS Algorithmic Guide
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CURE

CURE – Clustering Using REpresentatives

Сваки кластер се представља одређеним броjем фиксних тачака коjе су
генерисане издваjањем добро-расутих тачака из кластера скупљаjући их
према центру кластера за одређену величину скалирања.

Постоjање више од jедне репрезентативне тачке омогућава CURE
алгоритму добро прилагођавање скуповима обjеката несферичног облика, а
скупљање помаже да се пригуше ефекти постоjања елемената ван граница

CURE користи комбинациjу случаjног узорковања и партиционисања за
проширење на велике базе података

Извучен случаjни узорак из скупа података се партиционише у првом
кораку, при чему jе свака партициjа jе делимично кластерована. У
наредном кораку се делимични кластери групишу у финалне кластере
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CHAMELEON

За дату матрицу сличности у првоj фази се конструише
репрезентациjа података у облику великог броjа релативно
малих ретких графова употребом методе к-наjближих суседа

У другоj фази се користи сакупљаjуће хиjерархиjско
кластеровање за спаjање два наjближа поткластера узимаjући у
обзиро њихову повезаност и близину

Разлика у односу на CURE: CURE игнорише информациjе о
међусобноj повезаности обjеката

Разлика у односу на ROCK: ROCK игнорише информациjе о
блискости два кластера
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CHAMELEON
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ROCK

ROCK –Robust Clustering using linKs

Сакупљаjући хиjерархиjски алгоритам коjи користи повезаност
за спаjање кластера

Користи меру засновану на повезаности између две тачке и
између два кластера

Не користи растоjање (тачака, кластера) као меру

Традиционалне мере не даjу увек добар резултат
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ROCK

На пример, употреба Жакардове мере на скуповима:

C1. <a, b, c, d, e>: {a, b, c}, {a, b, d}, {a, b, e}, {a, c, d}, {a, c,
e}, {a, d, e}, {b, c, d}, {b, c, e}, {b, d, e}, {c, d, e}

C2. <a, b, f, g>: {a, b, f}, {a, b, g}, {a, f, g}, {b, f, g}

даjе погрешан резултат

C1: 0.2 ({a, b, c}, {b, d, e}) до 0.5 ({a, b, c}, {a, b, d})

C1 & C2: може да буде наjвише 0.5 ({a, b, c}, {a, b, f})

Нпр. за S1 = {a, b, c}, S2 = {c, d, e} сличност jе 0.2
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ROCK

Ако се као jачина везе рачуна броj заjедничких суседа

S1 = {a, b, c}, S2 = {c, d, e}, S3 = {a, b, f}

веза(S1,S2) = 4 jер имаjу 4 заjедничка суседа {a, c, d}, {a, c, e},
{b, c, d}, {b, c, e}

веза(S1,S3) = 3 jер имаjу 3 заjедничка суседа {a, b, d}, {a, b,
e}, {a, b, g}

даjе бољу основу за спаjање кластера у односу на Жакардов
коефициjент
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К-средина

Бира се K репрезентативних тачака за почетне центроиде

Свака тачка се придружуjе наjближем (у односу на коришћену
меру) центроиду

Када се кластер формира, ажурираjу се вредности центроида

Итеративно се понављаjу претходна два корака све док има
промена или се задовољи критериjум конвергенциjе (у пракси
када мање од 1% тачака мења кластер)

Детаљно jе обрађиван на ИП1
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Вариjанте К-средина

Вариjанте К-средина се разликуjу по

начину избора различитих инициjалних репрезентативних
тачака (К-медоид, К-медиjана, К-модална вредност) за Бира се
K репрезентативних тачака за почетне центроиде

избору боље процене инциjалних центроида (интелигентне
К-средине, Генетске К-средине)

примени неког облика трансформациjе (тежинске К-средине,
кернел К-средине)
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К-медоид

Отпорниjи на елементе ван граница и шум у односу на К-средина
Укупна грешка - збир свих различитости између сваког обjекта п и
његовог репрезетнативног обjекта

/∗ K−medoid a l g o r i t am ∗/
Bi r a se $K$ r e p r e z e n t a t i v n i h tacaka za pocetne c e n t r o i d e
r e p e a t

Dode l i svaku tacku k l a s t e r u sa n a j b l i z i m r e p r e z e n t i v n im objektom
I z a b r a t i s l u c a j n u n e r e p r e z e n t a t i v n u tacku x
Od r e d i t i ukupnu g r e sku S p r i zameni r e p r e z e n t a i v n o g ob j e k t a m sa x
Ako j e S<0 zamen i t i m sa x i f o r m i r a t i n o v i skup r e p r e z e n t a t i v n i h ob j e k a t a

u n t i l dok se ne d o s t i g n e k r i t e r i j u m k o n v e r g e n c i j e
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К-медиjана

Бира се K репрезентативних тачака за почетне центроиде

Свака тачка се придружуjе наjближем (у односу на коришћену
меру) центроиду

Када се кластер формира, ажурираjу се вредности центроида.

Као центар се бира медиjана - циљ jе минимизациjа збира
растоjања између сваке тачке и њоj наjближег центра. Као
мера се користи L1 норма

Итеративно се понављаjу претходна два корака све док има
промена или се задовољи критериjум конвергенциjе
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К-модалнo кластеровање

Користи се за кластеровање података са категоричким
атрибутима

Као мера користи се L0 - преброjавање броjа истих/различитих
тачака
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Интелигентне К-срединe

Заснован jе на принципу да jе интересантност тачака сразмерна
удаљености од центроида

/∗ I n t e l . K−s r e d i n a a l g o r i t am ∗/
I z r a c u n a t i c e n t a r g r a v i t a c i j e c_g tacaka datog skupa
r e p e a t

Od r e d i t i c e n t r o i d c n a j d a l j e od c_g
Fo rm i r a t i k l a s t e r S_i te r od tacaka ko j e su b l i z e c nego c_g
A z u r i r a t i c e n t r o i d s_g k l a s t e r a S_i te r
D o d e l i t i c_g=s_g
Odbac i t i male k l a s t e r e ( ako p o s t o j e ) k o r i s t e c i z a d a t i prag

u n t i l dok se ne d o s t i g n e k r i t e r i j u m k o n v e r g e n c i j e
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Генетско К-средине кластеровање

За избегавање конвергенциjе ка локалном минимуму корсти се
генетски алгоритам

Развиjен jе Генетски К-средина алгоритам
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Кернел К-средине кластеровање

Подаци се инициjално пресликаваjу у вишедимензиони кернел
простор користећи кернел функциjу

Спектрално кластеровање се може посматрати као вариjанта
кернел К-средина кластеровања
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Тежинско К-средине кластеровање

Класичан алгоритам К-средина се модификуjе увођењем
тежина сваког астрибута

Као мера за растоjање користи се модификована вариjанта
Еуклидске мере са тежинама
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DBSCAN

За задату вредност ε и броj t

Тачка припада jезгру ако се у кругу полупречника ε налази бар t других
тачака

Тачка jе на граници ако се у кругу полупречника ε налази мање од t
других тачака, али се налази бар jедна тачка jезгра

Тачка jе шум ако ниjе нити у jезгру нити на граници.
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DBSCAN

DBSCAN (Density-Based Spatial Clustering of Applications with
Noise) алгоритам за задату вредност ε и броj t дели тачке на
коjе се примењуjе у три категориjе:

Све тачке коjе се налазе на растоjању мањем од ε , тj.
припадаjу jезгру неке тачке се смештаjу у исти кластер као
и тачка jезгра

Тачке на граници се придружуjу истом кластеру као и
тачка jезгра на чиjоj се граници налазе. У случаjу да су на
граници два кластера тада се доноси одлука коме кластеру
припадаjу.

Све тачке коjе су шум се одбацуjу

Детаљно jе обрађиван на ИП1
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DBCLASD

DBCLASD (Distribution Based Clustering of Large Spatial
Databases)

Инкрементални алгоритам - додељивање тачака кластеру
jе засновано само на до сада обрађеним тачкама без
разматрања комплетног кластера или комплетне базе

Почетни кластер се постепено повећава његовим суседним
тачкама све док jе растоjање од кластера до тачке коjа jе
наjближи сусед у оквиру задате расподеле растоjања
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DENCLUE

DENCLUE (DENsiti CLUstEring) jе приступ кластеровању заснован на
густини, моделовањем укупне густине скупа тачака као збира
функциjа повезаних са сваком тачком

Резултуjућа функциjа укупне густине имаће локалне максимуме
густине коjи се користе за директно дефинисање кластера

За сваку тачку се налази наjближи максимум функциjе, а скуп
свих тачака повезаних са отако дређеним максимумом постаjе
кластер

Ако jе густина на локалном максимуму мања од прага
минималне густине, тачка jе шум и одбацуjе се

Ако се локални максимум може повезати са другим локалним
максимумом преко тачака података, а густина у свакоj тачки
путање jе изнад прага минималне густине, тада се кластери
коjи су додељени овим локалним максимумима спаjаjу
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DENCLUE - илустрациjа
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DENCLUE - кораци

У првом кораку препроцесирања формира се мрежа за податке дељењем
минималног граничног хиперправоугаоника у d-димензионалне
хиперправоугаонике дужине ивице 2σ

Одређуjу се мрежне ћелиjе коjе садрже тачке. Ћелиjе су нумерисане на
jедноj ивици граничног хиперправоугаоника

Вредности нумерациjе се чуваjу у дрвету претраживања ради ради касниjе
обраде.

За сваку сачувану мрежну ћелиjу чува се броj тачака, сума тачака у ћелиjи
и везе са суседним ћелиjама

У другом кораку се врши кластеровање узимаjући у обзир само ћелиjе са
великим броjем тачака и ћелиjе коjе су повезане са њима

За сваку тачку k, функциjа локалне густине израчунава се узимаjући у
обзир само оне тачке коjе су из мрежних ћелиjа коjе су у њеноj близини

DENCLUE спаjа густе ћелиjе коjе се могу споjити путем тачака коjе имаjу
густину већу од задатог параметра ξ

Краjњи резултат су сaмо кластри чиjа jе густина већа или jеднака ξ



Увод Алгоритми кластеровања

SNN

SNN (Shared Near Neighbour Graph)

Инициjално, алгоритам одређуjе К наjближих суседа сваке тачке у улазном
скупу

Сличност парова тачака се рачуна ка броj заjедничких наjближих суседа
обе тачке у пару

Сличност пара jе 0 ако друга тачка ниjе у скупу наjближих суседа првоj
тачки

Густина сваке тачке jе jеднака броjу тачака унутар растоjања ε

Тачке су класификоване као тачке jезгра ако jе густина тачака ≥ већа од
задатог прага

Кластери се формираjу од тачака у jезгру, при чему истом кластеру
припадаjу тачке коjе су на растоjању ≤ ε

Тачка jе шум ако je на растоjању већем од ε од било коjе тачке jезгра

Преостале тачке се доделе кластеру коjи садржи наjсличниjе тачке jезгра



Увод Алгоритми кластеровања

Хибридни алгоритми

BRIDGE - комбинациjа К-средина и приступа заснованог на густини

Изврши се алг. К-средина и свакоj тачки додели идентификациjа кластера

За сваки кластер К-средина изврши се DBSCAN са параметрима
наслеђеним од К-средина

Помоћу DBSCAN се одреде тачке коjе jесу и нису су шум

Изврши се К-средина са првобитним центроидима уз искључивање тачака
коjе су шум

CUBN - комбинациjа К-средина и приступа заснованог на растоjању

У првом кораку се одређуjу тачке на граници

Методом наjближих суседа се кластеруjу тачке на граници. Добиjа се скуп
кластера са граничним тачкама

Методом наjближих суседа се кластеруjу унутрашње тачке и тачке из скупа
кластера са граничним тачкама



Увод Алгоритми кластеровања

GRIDCLUS

Алгоритам дели простор података помоћу координатне мреже у облику
решетке сачињене од хиперкоцки

Тачке се смештаjу у неку од хиперкоцки у зависности од врености њихових
атрибута

Кластеровање се врши методом тражења суседа (хиперкоцки коjе се
додируjу)



Увод Алгоритми кластеровања

BANG

Проширење GRIDCLUS алгоритма - простор се дели у хиjерархиjски скуп
блокова

Блокови су соротирани у опадаjућем редоследу према густини

Блокови са наjвећом густином постаjу центри кластера

Остали блокови се итеративно кластеруjу према њиховоj густини тако што
формираjу нови кластер или се додељуjу постоjећим



Увод Алгоритми кластеровања

WaveCLuster

Може да кластеруjе, поред осталих, просторне и мултимедиjалне податке

Користи се трансформациjа улазних података таласићима и начажење
кластера у тако трансформисаним подацима

Алгоритам jе отпоран на шум, може да откриjе кластере произвоњног
облика са различитим нивоом детаља

Може да ради са великом количином улазних података



Увод Алгоритми кластеровања

STING

STING - STatistical INformation Grid-based clustering method

Кластеруjе просторне базе података и обезбеђуjе регион-ориjентисане
упите.

STING дели просторно окружење у правоугаоне ћелиjе и чува ћелиjе у
хиjерархиjскоj мрежноj структури коjа има облик дрвета

STING одржава статистичке податке за сваку ћелиjу у хиjерхиjском дрвету
на основу коjе се могу jедноставно израчунати статистички параметри за
родитељ и дете ћелиjе



Увод Алгоритми кластеровања

Кластеровање по подпросторима



Увод Алгоритми кластеровања

Кластеровање по подпросторима



Увод Алгоритми кластеровања

CLIQUE

CLIQUE (CLustering In QUEst)

Jедан пд првих алгоритама коjи проналази кластере унутар потпростора
података

Хибридни алгоритам заснован на густини и мрежи коjи врши
кластеровање по потпросторима високодимензионих нумеричких података

Одређуjе кластере угнеждене у потпросторима без велике интервенциjе
корисника

Користи APRIORI технику за кластеровање потпростора

Пронађени густи потпростори се сортираjу по покривености, где jе
покривеност дефинисана као део скупа података коjи покриваjу густе
jединице у потпростору

Алгоритам затим проналази густе суседне ћелиjе у сваком од изабраних
потпростора користећи претрагу у дубину. Кластери настаjу комбиновањем
таквих мрежних ћелиjа користећи похлепну стратегиjу

CLIQUE jе у стању да пронађе различите врсте и облике кластера, као и
било коjи броj кластера у било коjем броjу димензиjа
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CLIQUE



Увод Алгоритми кластеровања

ENCLUS

ENCLUS (ENtropy-based CLUStering)

Модификациjа CLIQUE алгоритма коjа не мери директно густину или
покривеност, већ ентропиjу

Потпростор са кластерима обично има нижу ентропиjу од потпростора без
кластера

Ентропиjа се смањуjе како се повећава густина ћелиjа

Користи АПРИОРИ принцип и приступ одоздо према горе као и CLIQUE
за одређивање значаjних потпростора

Може да пронађе кластере произвољног облика коjи су угнеждени у
потпросторима оригиналног скупа података



Увод Алгоритми кластеровања

MAFIA

MAFIA (Merging of Adaptive Finite IntervAls)

Модификациjа CLIQUE алгоритма коjа не користи фиксну величину ћелиjа
решетке са jеднаким броjем делова у свакоj од димензиjа, већ конструише
адаптивну мрежу ћелиjа за сваку димензиjу

Циљ модификациjа jе побољшање кластеровања у потпросторима и
омогућаваље паралелизациjе процеса кластеровања ради обраде великих
скупова података

Алгоритам формира хистограм за одређивање минималног броjа ћелиjа
неке димензиjе, а затим комбинуjе суседне ћелиjе сличне густине да би се
формирале веће

Када су ћелиjе дефинисане, MAFIA наставља слично као CLIQUE,
користећи АПРИОРИ приступ формира кластере у простору веће
димензиjе користећи густе ћелиjе

MAFIA проналази произвољан броj кластера произвољног облика у
потпросторима различите величине



Увод Алгоритми кластеровања

OPTIGRID

OptiGrid (OPTimal GRID-Clustering)

Користи процену густине ради одређивања ценатара кластера као да jе
кластеровање рађено DENCLUE алгопритмом

Кластер jе регион са концентрисаном густином центриран око jаког
атрактора густине или локалног максимума функциjе густине, при чему jе
густина већа од задатог прага

Рекурзивном поделом простора атрибута у вишедимензионе решетке
формира се оптимална мрежа партициjа конструисањем хиперравни

Конструисане хиперравни деле простор на областри мале густине и чуваjу
просторе високе густине (кластере), и посебно центре кластера

Хиперравни се одређуjу коришћењем скупа скупих договорених линеарних
проjекциjа простора атрибута



Увод Алгоритми кластеровања

OPTIGRID вариjанте

O-Cluster (Orthogonal partitioning CLUSTERing)

Уклања ограничење OPTIGRID-а коjе се односи на скалабилност у односу
на величину мемориjе

Користи технику случаjног узорковања и бафер релативно мале величине

Користи стратегиjу деобе на делове паралелно са координатним осама
ради налажења густих региона

Поред хиперравни користи и статистички тест ради провере квалитета
хиперравни коjе секу простор

CBF (Cell-Based Filtering)

Фокусира се на скалабилност мрежне структуре

Може да ради са великим датотекама у мемориjи

Омогућава ефикасно уношење и дохватање кластера из мрежне структуре

Дефинише jасне критериjуме за конструкицjу хиперравни коjе деле простор



Увод Алгоритми кластеровања

PROCLUS
PROCLUS (PROjected CLUStering)

Вариjанта К-медоид алгоритма у кластеровању по потпросторима

Алгоритам се састоjи из три фазе

У првоj фази се користи похлепни алгоритам
(случаjан избор) за одабир скупа потенциjалних
ценатара кластера
Фаза итерациjе за сваки од к текућих медоида се
одређуjе потпростор минимизациjом стандардне
девиjациjе растоjања тачака у суседству медоида у
односу на медоид у свим димензиjама
Тачке се додељуjу релевантном медоиду и чине
потпростор сваког од медоида
Кластери се побољшаваjу заменом лоших медоида
све док се побољшава квалитет кластеровања
У фази постпроцесирања се уклањаjу тачке коjе
представљаjу шум



Увод Алгоритми кластеровања

ORCLUS и GDILC

ORCLUS –ORiented projected CLUSter generation

Приступ личи на К-средина

Диjагонализуjе матрице ковариjанси сваког кластера и на основу њих
налази информациjе о проjекциjама у потпросторима

GDILC –Grid-based Density-IsoLine Clustering

Врши кластеровање употребом density-isoline слике

Претпоставља се да су сви улазни подаци нормализовани

Имплицитно се рачуна density-isoline слика, коjа представља контуру
густине тачака

Кластери се одређуjу на основу израчунате слике



Увод Алгоритми кластеровања

Алгоритми засновани на моделу

Алгоритми ове групе покушаваjу да оптимизуjу поклапање између посматраних
података и неког математичког модела израчунавањем вероватноће. Ове методе
се засниваjу на претпоставци да подаци задовољаваjу мешавину основних
дистрибуциjа вероватноће. У пракси, сваки кластер се може математички
представити параметарском дистрибуциjом вероватноће, као што су нпр. Гаусова
или Поасонова расподела. Тaкви типови дистрибуциjа могу да моделираjу
елипсоидне кластере.

На основу тога, проблем кластеровања улазних података се преводи у проблем
процене параметара, тако да се тачке коjе наjвероватниjе имаjу исту
дистрибуциjу групишу у (поjединачне) кластере

Поступак:

За дате дистрибуциjе, обично истог типа али са различитим параметрима,
случаjно се бира jедна од њих и генерише обjекат коjи jоj припада

Процес се понавља m пута, где jе m броj обjеката



Увод Алгоритми кластеровања

EM

У општем случаjу ниjе познато коjе тачке су генерисане коjом расподелом. Због
тога се израчунава вероватноћа да свака тачка припада свакоj дистрибуциjи и
затим користи ове вероватноће да се израчуна нова процена за параметре (коjи
максимизуjу вероватноћу). Итерациjа се наставља док се параметри према
процени не мењаjу или се мењаjу веома мало.

ЕМ се примењуjе када jе расподела Гаусова (нормална) или Пуасонова. ЕМ jе
сличан алгоритму К-средина. Алгоритам К-средина за Еуклидске податке jе
специjалан случаj ЕМ алгоритма са сферичном нормалном расподела са
jеднаким матрицама ковариjанси, али са различитим срединама.

ЕМ алгоритам конвергира ка локалном максимуму, краjње решење jако зависи
од почетног избора параметара, што доводи до процене субоптималног
максимума вероватноће.
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EM

/* EM algoritam */
Izdvojiti inicijalni skup parametara modela
/* Nacin izbora slican kao kod K-sredina

(slucajno ili na neki drugi nacin) */
repeat

Korak ocekivanja:
za svaki objekat izracunati verovatnocu
da svaki objekat pripada svakoj distribuciji

Korak maksimizacije:
s obzirom na dobijene verovatnoce u koraku
ocekivanja odrediti novu procenu parametara
koji maksimizuju ocekivanu verovatnocu

until parametri se ne menjaju
/* Alternativno , staje se ako je promena
parametara manja od zadatog praga */
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COOLCAT

Кластеруjе категоричке податке корстећи ентропиjу

Користи обjекте као центре кластера

Циљ кластеровања jе минимизациjа ентропиjе у подели тачака по
кластерима

За почетне кластере узима се скуп од к максимално различитих обjеката,
тако да су парови ентропиjа кластера максимални

Сви преостали обjекти смештаjу у jедан кластер тако да jе у сваком кораку
повећање ентропиjе резултуjућег кластеровања минимално

У итеративном поступку се тачке распоређуjу у кластере израчунавањем
очекиване ентропиjе коjа настаjе након постављања обjекта у сваки од
кластера и избор кластера за коjи jе та очекивана ентропиjа минимална
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STUCCO

STUCCO - Search and Testing for Understandable Consistent Contrasts

Уводи концепт контраст скупова

Формира се дрво претраживања коjе се користи за израчунавање свих
могућих каноничких (лексикографских) комбинациjа вредност атрибута

За сваку комбинациjу (групу) претражуjе се база и одређуjе подршка те
комбинациjе, да ли ту грану треба поткресати као и да ли грана има
наследнике

Значаjност контраст скупова се одређуjе тестирањем нулте хипотезе да jе
подршка контраст скупа jеднака у свим групама или, алтернативно, да jе
независна од припадности групи

Приказуjу се контраст скупови коjи имаjу неочекиване вредности
вероватноће
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SOM

Погодне за кластеровање (и за класификациjу)

Сличне КНН

Укључуjу топографску организациjу центроида (неурона)

Сваки центроид jе одређен паром координата

При раду ажурираjу се текући центроид и центроиди коjи су му у близини
по топографскоj ориjентациjи

Обрађено у курсу ИП1
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CLUTO

CLUTO - Software for Clustering High-Dimensional Datasets
http://glaros.dtc.umn.edu/gkhome/cluto/cluto/overview

time ./vcluster -rclassfile=klase_15.txt -clustfile=def_15_i1.txt -crfun=i1 -clmethod=direct

-agglofrom=30 broads1.cluto_cista_matrica.csv 15 >izvestaj.15_i1.txt
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